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Resumo

Existem muitos estudos atuais publicados sobre Redes Neurais Convolucionais (CNN) em
diferentes contextos. Foi feito um mapeamento sistemático sobre a utilização de redes CNN
aplicadas na segmentação de imagens aéreas. A partir do levantamento inicialmente feito, 5
artigos foram selecionados e analisados. Como resultado, percebe-se que essa linha de pes-
quisa vem crescendo, mas seria necessário analisar mais publicações para responder melhor
às questões de pesquisa. Entre as redes CNN utilizadas, cada uma conseguiu contribuir de
alguma forma na segmentação de imagens aéreas.

Abstract

There are many current studies published on Convolutional Neural Networks (CNN) in diffe-
rent contexts. A systematic mapping of the use of CNN networks applied in the segmentation
of aerial images was carried out. From the survey initially carried out, 5 articles were selected
and analyzed. As a result, it is clear that this line of research has been growing, but it would
be necessary to analyze more publications to better answer the research questions. Among
the CNN networks used, each managed to contribute in some way to the segmentation of
aerial images.
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1. Introdução

O desenvolvimento de novas abordagens em Machine Learning (ML) proporciona aos
pesquisadores alternativas para a resolução de problemas gerais, através de modelos com-
putacionais criados e treinados a partir de uma grande quantidade de dados. Uma das
abordagens que está ganhando espaço é a Rede Neural Convolucional (CNN), oriunda das
áreas de processamento de imagens e visão computacional. O algoritmo possibilita vanta-
gens em comparação aos métodos anteriores de última geração, superando nas tarefas de



classificação de imagens, reconhecimento e localização de objetos e rotulagem semântica de
pixels[1].

A primeira implementação da CNN foi feita por LeCun [2]. O experimento foi aplicado
no reconhecimento de d́ıgitos manuscritos e resultou em uma precisão de 99,2% de acerto
na identificação dos números. O processamento de imagens utilizando CNN cresceu nos
anos seguintes. São utilizadas em diversos contextos. No contexto relacionado a imagens
aéreas, as redes CNN são utilizadas, por exemplo, para o mapeamento aéreo de piscinas
[3], na avaliação dos danos śısmicos em edif́ıcios, para melhorar a resposta a emergências
em locais sujeitos a terremotos [4], para detectar objetos de interesse em imagens aéreas
capturadas por UAVs [5] e também para identificar e classificar ervas daninhas que crescem
no meio do soja [6]. Grandes repositórios de imagens tais como ImageNet surgiram e a
otimização no desempenho das unidades de processamento gráfico (GPU) contribúıram para
o sucesso das CNN. Além disso, competições como ImageNet Challenge [7] e Visual Object
Classes Challenge [8], publicadas na revista International Journal of Computer Vision, atraem
pesquisadores. Resultados desse tipo de competição gerou modelos de rede CNN, tais como
AlexNet [9] e VGG-Net [10].

Com isso, a segmentação de imagens, cujo objetivo é separar a área/objeto de interesse de
seu fundo, sofreu grande avanço com a aplicação de segmentação semântica. A segmentação
semântica é caracterizada por classificar objetos que possuem algum rótulo, conhecido ou
desconhecido. [11] Essa técnica pode ser utilizada em diferentes contextos, desde o senso-
riamento remoto por satélite [12], análise de v́ıdeos de embriões em desenvolvimento [13] e
interação humano-computador [11].

Dentre as áreas de aplicação de segmentação semântica citadas, a segmentação e rotu-
lagem de imagens aéreas tem possibilitado o acompanhamento e prevenção de problemas
relacionados ao desmatamento e apropriação de áreas de preservação em florestas em dife-
rentes regiões do mundo [14]. Neste sentido, o desenvolvimento de uma nova metodologia de
segmentação semântica com uso de CNN capaz de aprimorar o reconhecimento e rotulagens
de áreas de preservação poderá contribuir com o trabalho das autoridades ambientais na
fiscalização e demarcação de áreas já afetadas.

Portanto, com o objetivo de responder algumas questões relacionadas à aplicação de CNN
em imagens aéreas, este trabalho apresenta um mapeamento sistemático, o qual irá identificar
e mapear quais abordagens têm sido utilizadas na segmentação semântica de imagens aéreas
com o uso de CNN. A ideia principal é coletar informações a fim de identificar estratégias
para o aprimoramento dos resultados de classificação e segmentação de áreas de preservação
brasileiras, em especial na área de preservação da Mata Atlântica na região de Petrópolis, Rio
de Janeiro. Este artigo está estruturado da seguinte maneira: Após esta breve introdução,
na seção 2 é descrito o método de pesquisa. Na seção 3, os resultados são discutivos e na
seção 4 uma breve conclusão.



2. Método de Pesquisa

Para levantar o estado da arte sobre a utilização de redes CNN no contexto de imagens
aéreas, foi feito um mapeamento sistemático seguindo os procedimentos essenciais propostos
por Petersen [15], as quais serão descritos a seguir:

2.1. Metodologia

O mapeamento foi conduzido entre abril e maio de 2021 e cobriu publicações sobre uti-
lização de redes CNN em imagens aéreas, no peŕıodo de 2017 a 2021.

2.2. Questões de Pesquisa

Foram definidas questões que considerem pontos relevantes a serem estudados:

• QP1: Quais e como as redes CNN são utilizadas para classificação de imagens aéreas?

• QP2: Em quais contextos as redes CNN foram aplicadas?

• QP3: Quais redes CNN funcionam melhor para classificação de imagens aéreas?

2.3. Palavras chave e string de busca

As palavras chave estão em inglês e foram definidas de acordo com o tema pesquisado. São
elas: CNN, Convolutional Neural Network, Image Segmentation, Image Classification, Aerial
Image e Aerial Imagery. A string de busca foi criada a partir da combinação lógica entre
elas, e ficou da seguinte forma: (“CNN” OR “Convolutional neural network”) AND (!Image
Segmentation” OR “Image Classification”) AND (”Aerial image” OR “Aerial Imagery”).

2.4. Critérios de inclusão e exclusão

Para refinar a pesquisa, os seguintes critérios de inclusão de artigos foram aplicados: (i)
artigos escritos em inglês; (ii) artigos com relevância ao assunto abordado; (iii) revistas com
relevância na área; (iv) artigos com qualis maior ou igual a B1. Também foram aplicados os
seguintes critérios de exclusão: (i) artigos duplicados; (ii) artigos com t́ıtulo e resumo fora
do assunto abordado.

2.5. Bases de Pesquisa

As máquinas de busca utilizadas foram: ACM Digital Library, IEEE Xplore, Scopus e
Science Direct. A string de busca utilizada foi a mesma em todas as bases. A pesquisa
resultou em 837 artigos não duplicados. A maior parte dos estudos é recente e sugere um
crescente interesse pelo tema nos últimos anos, devido a fatores como avanço em termos de
hardware e economia de tempo, aliados a resultados promissores em termos de segmentação.
Foram selecionados 5 artigos para serem analisados.



3. Resultados e Discussão

Respondendo a QP1, cada aplicação faz o pré-processamento da rede, normalizando os
dados de entrada e separando as imagens em grupos para a fase de treinamento, validação e
teste. Cada estrutura de rede CNN é configurada com uma quantidade diferente de camadas
de convolução. A Figura 1 mostra os datasets e as redes CNN utilizadas em cada trabalho.

Figura 1: Datasets e redes CNN utilizadas

Cada estudo utilizou uma rede CNN diferente e datasets com imagens aéreas. O data-
set mais utilizado foi da cidade de Potsdam, Alemanha. Respondendo a QP2, diferentes
contextos foram abordados nos trabalhos: prevenção de risco de incêndio; área agŕıcola; ma-
peamento de árvores. As questões anteriores colaboram para responder a QP3. Contudo,
não é posśıvel definir qual rede CNN funciona melhor para classificar imagens aéreas. Cada
implementação auxiliou de alguma forma, seja para reduzir o erro de validação, para reduzir
problemas de overfitting ou para identificação de árvores com alta taxa de precisão.

4. Conclusão

O foco deste estudo de mapeamento sistemático é investigar como as redes CNN estão
sendo aplicadas para segmentação semântica no contexto de imagens aéreas. Apesar de
terem sido mapeados 837 artigos, apenas 5 foram utilizados. Mais artigos precisam ser



considerados para enriquecer o mapeamento e obter mais dados para responder melhor às
questões de pesquisa elaboradas. O que se conclui desse mapeamento sistemático é que
a grande quantidade de publicações recentes em jornais e revistas demonstra o crescente
interesse pelo tema.
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