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Ozet — Twitter, Facebook, Instagram, WhatsApp ve Wikipedia gibi sosyal aglarda paylasilan yazili
paylasimlar her gecen giin artmaktadir. Sosyal aglarda veri icerikleri herhangi bir kontrol olmaksizin artis
gostermektedir. Artan bu yazili sosyal paylasim verileri icerisinden anlamli, olumlu ve olumsuz veri
igeriklerinin otomatik olarak analiz edilmesi 6nemlidir. Bu maksatla Wikipedia sosyal paylasim sistemine
ait yazili paylasimlarm icerik analizlerini gergeklestirmek i¢in metin analizi calismas1 yapilmustir. Icerik
analizlerinde metin analizi ile verilerin 6n iglenmesi ve sayisallastirilmast miimkiin olsa da Gznitelik
haritasinin elde edilmesinde derin 6grenme modellerine ihtiyag bulunmaktadir. Metin analizinin
gerceklestirilmesinde dogal dil isleme yontemleri kullanilmigtir. Analizi yapilan metinlerin igeriklerine
gore c¢ok etiketli metin siiflandirilmasinda Gated Recurrent Unit (GRU) ve Convolutional Neural
Network (CNN) tabanli bir hibrit model ile gerceklestirilmistir. Dogal dil isleme teknikleri, Wikipedia
kullanic1 yorumlar girdi olarak alindiktan sonra 6n islenmistir. On islenen metin verileri GloVe gémme
katmani ile sayisallagtirilmigtir. Sayisallasan metinler, ¢ok katmanli derin 6grenme mimarisine girdi
olarak verilerek islenmistir. Binlerce Wikipedia yorumunun makine 6§renmenin aktif alt alanlarindan biri
olan derin 6grenme ile smiflandirilmas: belirtilen adimlar ile gergeklestirilmistir. Onerilen yontem ile
gergeklestirilen deneysel calismalarda elde edilen performans metrikleri sunulmustur.

Anahtar Kelimeler — GRU, CNN, derin 6grenme, ¢ok etiketli metin analizi, Wikipedia

1. GIRIS

Insanlar 6grenci, komsu, is gibi farkli kosul ve
ortamlarda tanistig1 arkadagliklar ile baglantilarini
koparmamak ve yeni baglantilar saglamak i¢in
Twitter, Instagram, Facebook, Wikipedia gibi
sosyal aglarda hesaplar agmaktadir. Hatta farkli
amaglara gore birden fazla hesap bile agmaktadir.
Belirtilen sosyal aglar basta olmak iizere giinliik
yasantimizdaki olaylar, durumlar ve diislinceler
ucuz ve hizli bir sekilde paylasilmaktadir. Bu
sebepten dolay1 belirtilen sosyal paylasim aglarina
halk tarafindan yogun talep gérmektedir. Bunun
sonucunda da her gecen giin kullanici sayist artis
gostermektedir [1]. Artan kullanici sayist ile
birlikte yapilan yorum ve mesaj sayisinda da hizl
bir artis bulunmaktadir [2].

Wikipedia basta olmak {iizere kullanicisti her
gecen giin artan sosyal aglarda veri ve haberler

yalan olabildigi gibi olumsuz ve igerigi olumsuz
haberler kullanicilar1 negatif olarak etkilemektedir.
Bu tiir alg1 igerikli i¢eriklerin artmasinin ana sebebi
ise sosyal aglarin kontrol disinda olmasidir.
Herhangi bir kontrol olmayan olumsuz diisiince,
davranis ve eylemlerin sosyal aglar iizerinde
paylasilmasi, bu tiir olumsuz bilgi igeriklerinin her
gegen giin  artmasina  sebep  olmaktadir.
Gergeklestirilen bu calisma, internet ortaminda
Wikipedia sosyal aglarinda yazilmis olan binlerce
yorumun toxic, severe toxic, obscene, threat, insult
ve identity hate adli 6 farkli simifa otomatik
siniflandirmasin1 ~ saglamaktadir. Yapay zeka
destekli olarak gerceklestirilen otomatik ¢ok
etiketli metin analizi ile olumsuz smifta bulunan
kullanic1 yorumlar1 otomatik engellenebilecektir.
Belirtilen bu hedefler dogrultusunda kullanict
yorumlart igerisinde birden fazla hedef etiketine
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giren icerik olabilecegi diisiiniilerek cok etiketli
metin analizi gerceklestirilmistir.

Wikipedia kullanict yorumlarmin toxic, severe
toxic, obscene, threat, insult ve identity hate adli1 6
farkli sinifa otomatik olarak kategorize edilmesini
saglayan bir dogal dil isleme konusudur [3]. Cok
etiketli metin analizinde, ayn1 anda ciktida c¢oklu
etiketlerden birisi degil birden fazlasi da cikti
olarak elde edilebilmektedir. Ikili siiflandirmada
ise ¢oklu etiketleme benzer sekilde iki etiketten bir
tanesinin belirlenmesi saglanmaktadir. Bu anlamda
cok etiketli siniflandirma, c¢oklu siniflandirma ve
ikili simiflandirmadan ¢ok daha zordur [4]. Cok
etiketli metin simiflandirmasinda, veri setinde her
bir hedef etiketi ile iliskili Wikipedia yorumlari
bulunmaktadir. Dogrudan hedef etiketlerine
odaklanmadan kelimeler arasindaki baglamlari
kesfedebilmek i¢in metin analizi ile birlikte derin
o0grenme teknolojisi kullanilmistir.

Derin 0grenme teknolojisi [5] ise makine
O0grenmenin alt alan1 olarak bilgisayarli gorme [6],
metin smiflandirma [7], tarim [8] ve enerji [9]
alanlar1 gibi bircok alanda kayda deger basarilar
elde etmistir. Bu calismada, ¢ok etiketli olarak
metin siniflandirma  yapmak i¢in metinlerin
sayisallagtirllmasin1 saglayan kelime vektorlerinin
Ogrenilmesine imkan taniyan derin Ogrenme
modeli gelistirilmistir [10]. Derin 6grenme
modellerinde ise ¢ok etiketli metin siiflandirma
yapmak i¢in iki ayr1 model tipi kullanilmaktadir.
Bunlardan birincisi Konvoliisyonel Sinir Ag1
(CNN) tabanli modellerdir [11]. CNN tabanl
yontemlerde kelimelerin 6zniteliklerini ¢ikartmay1
saglayacak filtreler bulunmaktadir. Farkli pencere
boyutlarinda, sayisallastirilmis kelime vektorleri
tizerinde gezinerek ayirt edici Ozniteliklerin elde
edilmesini  saglayabilmektedir.  Ikincisi  ise
Tekrarlayan Sinir Ag1 (RNN) tabanli yontemlerdir
[12]. Kelime serileri iizerinde  gezinerek
simiflandirma yaptirmaktadir. Uzun, kisa stireli
bellek gibi farkli tipleri vardir. Farkli kapilar
bulunan yapilar yardimiyla kelimelerin hafiza
tarafindan hatirlanmasini saglayan model tipleridir.

Liao vd. twitter metin bilgilerinden bir 6zellik
alan1  ¢ikararak, cikartilan Gzellik alanlar
arasindaki iliskiyi bulmaya c¢alisan bir CNN
yontemi gelistirmistir [13]. Twitter veri tabani
tizerinde duygu analizi gerceklestirirken, metinin
bir kismi iizerinden duygu analizi yapmak yeterli
olup olmadigmi tartigmistir. Normalde CNN
algoritmalar1 goriintiiden Oznitelik ¢ikarma ve
siiflandirmada oldukga basarilidir. Eger ki metin

analizinde  climlenin  tamamindaki  duygu
anlasilamadig1 takdirde CNN yonteminin tek
basina duygu analizinde basar1 olamayacagini ifade
etmektedir. Elde edilen CNN ile duygu analizi
sonuglarina bakilinca CNN yodnteminin SVM ve
Naive Bayes gibi klasik yontemlerden daha iyi
sonug verdigi goriilmektedir [13]. RNN mimarileri
ise degisken uzunluktaki climlelerin siniflandirma
problemleri ile genis bir sekilde kullanilmaktadir.
Herhangi bir metin diziliminin 6ncesi, sonrasi ve
yerel baglamlarini hafizaya alabilmek igin RNN
tabanli bir model Onermistir [14]. Bu ydntemde
CNN mimarilerinin temelini olusturan
konvoliisyon katmani ile yerel bilgileri yakalamaya
calisirken, iki yonlii RNN yapist ile de gegmis ve
gelecek bilgilerine erismek amaciyla kullanmaistir.
Standart RNN modellerinin bir eksikligi olarak
yalnizca tarihsel baglamdan yararlanmasidir. Iki
yonlii RNN yapis1t da LSTM ve GRU yapilarinin
birlesiminden olusan bir model ile degistirilmistir.
Bu sekilde kapsamlar bilgileri yakalamanin
standart yinelenen modeller ile karsilastirildiginda
siniflandirma  dogrulugunu  6nemli  Olgiide
artirdigin1 beyan etmektedir [14].

Bu c¢alismada kullanilan ¢ok etiketli metin
siiflandirma probleminin ¢6ziimiinde dogal dil
isleme, yinelemeli sinir aglarindan GRU yapis1 ve
yerel bilgileri yakalayarak ayirt edici 6zniteliklerin
elde  edilmesini  saglayan = CNN  yapisi
kullanilmigtir.  Veri setindeki tim Wikipedia
climleleri ayni standarda getirilmistir. Egitim ve
test islemlerinde kullanilabilecek metinleri aym
standartta olmas1 zorunludur. Bunun i¢in de kiiciik
harfe c¢evirme, oOzel karakterlerin kaldirilmast,
sayisal ifadeler ve bosluklarin yok edilmesi
gerekmektedir. Bunlara benzer yapilan tim
islemlere On isleme denilmektedir. Wikipedia
climle yorumlar1 6nceden egitilmis GloVe gomme
katmani kullanarak kelime yerlestirme
uygulanmigtir. Sonrasinda ise ¢ok katmanli derin
o0grenme modellerine girdi olarak verilmistir. Bu
caligmanin literatiire sagladig1 ana katkilar agagida
sunulmustur.

e Wikipedia basta olmak {izere sosyal
aglardaki yorumlarin otomatik analizini
saglayan bir model onerilmistir.

e Hafif bir model onerilerek biiylik bir veri
setinde egitimin daha uzun silirmesinin
oniine gecilmistir.

e GRU yapisinin RNN yapisinin yerine
kullanilarak metin  analizlerindeki  bir
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onceki ve sonraki baglamlarn hafizada
tutmada fayda sagladig1 goriilmustiir.
Makalenin bu adimindan sonraki adimlar ii¢
boliimden olugsmaktadir. Birinci boliimde makalede
kullanilan Wikipedia yorumlarini igeren veri seti
detaylandirilmigtir.  Ayn1  zamanda  makale
kapsaminda Onerilen modeli olusturan yapilar
anlatilmistir. Ikinci Boliimde yapilan deneysel
caligmalardaki  parametreler  hakkinda  bilgi
verilmistir. Buna ek olarak arastirma bulgular1 ve
sonuclar sunulmustur. Son boliimde ise elde edilen
son bilgiler ile ¢calisma sonuglandirilmistir.

1. MATERYAL VE YONTEM

Bu boélimde, makalede deneysel caligmalara
girdi olarak kullanilan ham veri seti hakkinda bilgi
verilmektedir. Makale deneysel ¢aligsmalaria girdi
olarak verilen ham veri seti detaylandirildiktan
sonra Onerilen derin 6grenme modelinin temel
yapist hakkinda bilgi verilecektir.

A. Materyal

Kapsamli ve detayli veri seti hazirlama gorevleri
uzman insanlar tarafindan yapilmaktadir. Uzman
insanlar Wikipedia yorumlarinin hangi simifina
girecegini daha kolay bir sekilde tahmin
edebilmektedir [25]. Wikipedia yorumlar1 da 5000
farkli uzman tarafindan hazirlanmis bir veri setidir
[15]. Veri setindeki kullanict yorumlarinin %901
gibi biiyiik bir oran1 herhangi bir etiket sinifina ait
degildir. 20.000 Wikipedia yorumundan olusan
veri seti alt1 farkli sinifa sahiptir [16]. Bu alt1 farkl
sinif toxic, severe toxic, obscene, threat, insult ve
identity hate adli siniflardir. Bu siniflarin ayn1 anda
bir veya daha fazlasinin hedef etiketi olarak cikti
olarak elde edilebilmesi problemi, ¢alismay1 c¢ok
sinifli problem olmaktan ¢ikartip ¢ok etiketli sinifa
doniistiirmektedir.

B. CNN

Smiflandirma problemlerinde siklikla kullanilan
klasik tam baglantili sinir aglari, baglant1
problemine neden olabilmektedir. Girdi olarak
alinan Wikipedia yorumlarinin uzaklik ve yakinlik
durumuna gore incelenmesi  gerekmektedir.
Belirtilen sorundan dolayr CNN tabanli yontemler
cok etiketli metin analizinde kullanilmistir. Ayni
zamanda CNN tabanli yontemler tiim gizli néronlar
diger katmanlar ile baglant1 saglamak yerine,
kiicik bir bolgesine saglanan baglanti ile
hesaplama maliyetini azaltmaktadir. CNN yerel
bilgilerin  yakalanmasinda, RNN tabanl
yontemlere gore daha basarilidir [17]. RNN tabanli

yontemler ise ileri ve geri bilgileri hafizada tutma
ozelligine sahiptir.

CNN vyontemleri ilk olarak goriintiiler iizerinde
Oznitelik ¢ikartmak icin gelistirildigi i¢in temeli
filtrelerin gezinmesine dayanmaktadir. Filtreleme
islemi sirasinda satir ve siitiin bazinda gezinerek
ayirt  edici  Ozniteliklerin =~ elde  edilmesi
saglanmaktadir. Burada konvoliisyon
cekirdegindeki degerler ile gezdirilen nesnenin
penceresine karsilik gelen degerlerin carpilmasina
konvoliisyon denilmektedir. Konvoliisyon ifadesi
Denklem 1°de gosterilmistir. Denklem 1’de
gosterilen formiilde bulunan I yapisi veri matrisini
gostermektedir. I veri matrisi lizerinde K adinda
olan [i,j] boyutlarinda bulunan kare matrisi
gezdirilmektedir.  Belirtilen  gezinme  islemi
sonrasinda [*K adli [x,y] boyutunda bir veri matrisi

elde edilmistir.
w

h
(I *K)yy = ZZ Kij " Levi-1y+j-1
i=1

j=1

(1)

C. GRU

Gegit Yinelemeli hiicreler olarak bilinen GRU
yapist RNN tabanli bir mimaridir. RNN temelli
yontemlerde yasanan uzun vadeli bagimliliklar
gizli durumda degistirilen bilgi kontrol edilerek
kaldirmistir. GRU mimarisinde sifirlama ve
giincelleme kapilar1 bulunmaktadir [8].

Gincelleme(u;) = U(W”xt + U(”)ht_l), (2)
Sifwrlama (sy) = o(WSx, + USh,_y), 3)
Gizli durum degerleri ile giris degeri

fonksiyonlar1 olan sifirlama ve giincelleme kapilar
GRU mimarisinin énemli bir fonksiyonudur. Gizli
durumu temsil eden h, semboliinii tespit etmek i¢in
RNN adli temel mimariden farkli bir yol
izlemektedir. Denklem 2 ve 3 arasinda her GRU
kap1 formiiliiniin farkli bir agirlik degeri kullandig1
goriilmektedir.

D. Onerilen Model

Oncelikli olarak ham veriler 6n islemlerden
gecirilmistir. On islemden gecirilen veriler kelime
gomme katmanina sokularak sayisal vektorler elde
edilmigtir. Gomme katmaninda GloVe metodu
kullanilmigtir. GloVe kelime yerlestirme metodu,
matris carpant ve yerel baglam Ozelliklerini
birlestiren bir regresyon modelidir [18], [19].
Cimle girdilerinden olusan biiyiikk kelime
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havuzlarindaki kelime baglamlarindan anlamli
vektor uzaylar olusturmaktadir. GloVe [20] sayim
tabanli olarak kelime ¢iftleri olusturmaktadir.
Kelimelerin sayisallagtirmasini 6znitelik matrisine
dontistiirerek  gergeklestirmektedir. Bu islem
stokastik gradyan inisi (SGD) olarak bilinen
yinelenen bir sayisal yontem ile yapilmaktadir.
Denklem 4’teki R ifadesi metin matrisidir. P, Q ise
rastgele degerlerden meydana gelmektedir. Bu
rastgele degerler carpilarak R’ degeri elde
edilmektedir. Sonrasinda ise R’ ile R arasindaki
fark azaltilmaya calisilmaktadir. Bu sekilde P, Q
degerleri ayarlanmaktadir.
R=P+xQ=R' 4)

Sayisallagan metin ifadeleri Onerilen modele
girdi olarak verilmistir. Onerilen modelin ikinci
adiminda uzamsal unutma katmani ile modelin
asirt  Ogrenmesinin  Oniine  gecilmistir. Ugiincii
adiminda 256 adet 8x8 boyutunda ReLU
aktivasyon fonksiyonlu bir boyutlu konvoliisyon
katmani eklenmistir. Dordiinci adiminda 3x3
boyutunda bir boyutlu maksimum havuzlama
eklenmistir. Sayisallagtirilmis Wikipedia metin
yorumlar1 iizerinde farkli pencere boyutlarinda
yapilan filtreleme islemleri sayesinde maksimum
havuzlama gergeklestirilmistir. Besinci adiminda
256 adet 8x8 boyutunda ReLU aktivasyon
fonksiyonlu bir boyutlu konvoliisyon katmani
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Sekil 1. Onerilen model egitim ve test dogruluk grafigi

Sekil 2’de ise ikili capraz entropiye gore elde
edilen egitim ve test kayip grafikleri elde
edilmistir. Test kayb1 %0.05 civarinda iken, egitim

eklenmistir. Altinci adiminda 3x3 boyutunda bir
boyutlu maksimum havuzlama eklenmistir.
Yedinci adiminda tekrar {i¢lincii ve dordiinci
adimin tekrar1 gergeklestirilerek yerel ayirt edici
Ozniteliklerin ¢ikartilmasit saglanmistir. Sekizinci
adimda ise dordiincii ve altinct adimda oldugu gibi
3x3 boyutunda bir boyutlu maksimum havuzlama
ile etkisi biiyilk olan Oznitelikler secilmistir.
Dokuzuncu adimda katmanlar arast girdileri
normallestiren toplu normallestirme katmani
eklenmistir. Onuncu adimda iki yonlii 128 néronlu
GRU katmani1 eklenmistir. On birinci adimda
dokuzuncu adimdaki gibi toplu normallestirme
katmani eklenmistir. On ikinci adimda 0.1 oraninda
noéron birakma saglayan unutma katmani
eklenmistir. On {iglincii adimda ise 512 ndronlu
ReLU aktivasyon fonksiyonuna sahip bir katman
eklenmistir. On dordiinci adimda ise sigmoid
aktivasyon fonksiyonlu bir smiflandirma katmani
eklenmistir.

1. ARASTIRMA BULGULARI

Sekil 1°de dogruluk grafigi verilen Onerilen
modelin alt1 iterasyonlu deneysel ¢alisma sonuglari
gosterilmistir. Test dogruluk %99.0 basar1 oranina
ulagirken, egitim dogruluk oram1 %95.23 basari

oraninda kalmistir. Alt1 iterasyonlu deneysel
caligmalarda  0.01 egitim oraninda Adam
optimizasyon yontemi kullanilmaistir.

3 4 5

Adim

kayb1 %0.04 seviyesindedir. Elde edilen sonuglar
incelendiginde GRU ve CNN mimarilerini temel
alarak gelistirilen derin 6grenme modelinin iyi bir
basar1 sagladig goriilmektedir.
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0.04

Sekil 2. Onerilen model egitim ve test kayip grafigi

IV.SONUCLAR

Sosyal aglarda hizli mesajlasma ve yogun
goriintiilenme ile birlikte kullanict sayisinda artis
gozlenmektedir. Artis ile birlikte kullanic1 yorum
iceriklerini dogru bir sekilde kontrol etmek gerekli
olmustur. Olumsuz ya da zarar verici igeriklerin
kontrol edilerek otomatik  siniflandirilmasini
saglayan bir derin 6grenme modeli Onerilmistir.
Onerilen derin 6grenme modeli GRU ve CNN
yapilarinin temel 6zelliklerini icermektedir. 3 adet
konvoliisyon ve maksimum havuzlama katmaninin
ardi swra kurgulanmasi1 ile Dbirlikte metin
baglamlarina iliskin yerel degerler yakalanmuistir.
Bu degerler iizerinden ileri ve geri hafizada
bilgilerin GRU yontemi ile tutulmas: saglanarak
tam baglant1 katmanina ve smiflandirma katmanina
girdi olugturulmustur.
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